
Abstract— This paper presents the design and evaluation of a 
fuzzy predictive controller for a distributed solar collector (DSC) 
plant. A Takagi and Sugeno (T&S) fuzzy model of the DSC plant is 
identified and used for characterizing and predicting the nonlinear 
behavior of the system. The proposed fuzzy predictive control 
strategy is compared with conventional control techniques.
Simulation results indicate that the fuzzy predictive controller 
captures adequately the nonlinearities of the process, which in 
turn provides a promising control approach to improve the 
performance of the DSC plant.

Keywords— Solar power plant, Distributed Solar Collector,
Predictive control, Fuzzy modeling.

I.  INTRODUCCIÓN

L SIGNIFICATIVO aumento de la demanda energética en 
los últimas años, además de la creciente preocupación por 

la protección del medio ambiente y del cambio climático 
global, hacen necesario el estudio de nuevas tecnologías de 
generación de energía eléctrica, que sean menos contaminantes, 
tales como las energías renovables. Las principales energías 
renovables en las que se trabaja actualmente a nivel global son: 
energía eólica, energía hidráulica, energía oceánica o 
mareomotriz, energía geotérmica, biomasa y energía solar [1]. 
Esta última, es recolectada de forma directa a alta temperatura 
en centrales solares, o mediante paneles térmicos domésticos. 
Cabe destacar que cada año la radiación solar aporta a la Tierra 
la energía equivalente a varios miles de veces la cantidad de 
energía que consume la humanidad [2], por lo que el desarrollo 
de sistemas eficientes de control que aprovechen esta fuente de 
energía es crucial.

Las plantas solares de generación de energía, se caracterizan 
porque su fuente de energía primaria, la radiación solar, no 
puede ser manipulada. Además, debido a diversos factores, su 
predicción se ve influenciada por diversos factores tales como: 
la hora del día, la nubosidad, la época del año, la transparencia 
de la atmósfera y la humedad del aire. Por ello, es que en este 
tipo de procesos, es fundamental tener un sistema de control 
eficiente y eficaz que aproveche al máximo el recurso 
disponible. Este trabajo se enfoca en el control de una planta de
colectores cilindro-parabólicos o colectores solares distribuídos
(DSC: Distributed Solar Collectors), los que se construyen con 
espejos comunes y tienen un foco lineal y seguimiento solar en 
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un solo eje. Poseen un tubo ubicado en el foco, que contiene un
fluido que se calienta con la radiación recibida (HTF: Heat 
Transfer Fluid), y que generalmente se utiliza para generar 
vapor sobrecalentado que alimenta una turbina de vapor. Los 
sistemas de colectores solares distribuidos, corresponden a una
tecnología solar térmica capaz de producir electricidad 
comercialmente [3].

El objetivo de un sistema de control para una planta de 
colectores solares distribuidos, es mantener la temperatura de 
salida del fluido HTF en una referencia adecuada para la 
producción del vapor sobrecalentado, a pesar de la existencia de 
las perturbaciones, tales como los cambios en la radiación solar 
producidos por la presencia de nubes, la reflectividad de los 
espejos y la temperatura de entrada del fluido. Esto se realiza 
manipulando el flujo de ese fluido que circula por los 
colectores, generando las variaciones necesarias, y 
considerando la dinámica del proceso [3]. Para lograr este 
objetivo, se han desarrollado diferentes estrategias de control 
para plantas solares. En [4] desarrollan una estrategia para 
controlar la temperatura de colectores solares que usan sal 
fundida como fluido de transferencia de calor (HTF). Por medio 
de un esquema de control adaptivo híbrido, basado en un filtro 
Kalman y un controlador predictivo de múltiples tasas de 
muestreo, se logra controlar efectivamente la temperatura del 
HTF. En [5] proponen un esquema de control no lineal adaptivo 
indirecto, utilizando la teoría de regulación de la salida,  cuyo 
principal objetivo es derivar una ley de control tal que el 
sistema de lazo cerrado sea estable y el error de seguimiento sea 
cero. Para ello, modelan la ecuación de regulación por medio de 
redes neuronales recurrentes. En [6] describen un controlador 
adaptivo basado en múltiples modelos para una planta DSC. En 
esta propuesta se diseña un controlador predictivo para cada 
modelo y se conmuta entre controladores dependiendo del 
punto de operación de la planta solar. En [7] se presenta un
método de realimentación linealizada para el control de una 
planta solar, en donde se obtiene una forma lineal para la 
dinámica del sistema de lazo cerrado, lo que permite aplicar 
cualquier método de control lineal.

Una estrategia de control avanzado muy usada en la 
actualidad es la basada en lógica difusa. El control difuso
proporciona una base conceptual para problemas prácticos 
donde las variables de procesos están representadas como 
variables lingüísticas, que deben ser procesadas usando una 
serie de reglas difusas [8], [9]. En cuanto a la aplicación de 
estrategias de control difuso para plantas solares, en [10] se 
muestra el diseño de un controlador considerando como sus 
entradas el error de seguimiento y su incremento y la acción de 
de control está dada por la variación adecuada en la señal de 
control. En [11] desarrollan un controlador PI difuso, donde 
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todos sus parámetros son actualizados en línea, como una 
función de las condiciones de operación de la planta controlada, 
logrando así un desempeño superior al de controladores PI de 
parámetros fijos. Gordillo et. al. [12], desarrollan un 
controlador difuso para una planta solar, cuyos parámetros son
sintonizados utilizando algoritmos genéticos. Por otro lado, en 
Tang et al. [13] diseñan un controlador PID difuso cuyas 
ganancias proporcional, integral y derivativa son funciones no 
lineales de las señales de entrada. Los parámetros del 
controlador son obtenidos mediante una optimización multi-
objetivo utilizando algoritmos genéticos. Así mismo, en Luk et 
al. [14] , utilizan algoritmos genéticos para optimizar el número
de reglas de un controlador difuso diseñado para una planta 
solar DSC. Cardoso et al. [15], [16], presentan dos sistemas de 
control supervisor difuso para plantas solares. En el primer caso 
se desarrolla una estrategia de conmutación a nivel supervisor, 
implementada por medio de un modelo de Takagi & Sugeno 
(T&S) para un controlador PID. En el segundo caso, se 
modelan además, en forma difusa las perturbaciones accesibles 
del sistema. En Cirre et al. [17] se describe el diseño e 
implementación de una estrategia de control jerarquizado para 
una planta de colectores solares. En el nivel supervisor se 
calcula la temperatura de referencia del fluido HTF de los 
colectores solares, teniendo en cuenta restricciones de 
seguridad, condiciones de entrada, además de minimizar los 
costos de producción. 

Dentro de las metodologías de control estudiadas para 
plantas solares, se encuentran los controladores predictivos
basados en modelos (MPC), los que han presentado buenos 
resultados debido su gran flexibilidad para caracterizar los 
objetivos del sistema de control y sus restricciones. Camacho 
et al. [3] y  Rubio et al. [9] desarrollan estrategias MPC, con 
aplicaciones a plantas de colectores solares distribuidos. En este 
caso se aplica un modelo CARIMA (Controller Auto-
Regressive Integrated Moving Average) para modelar las 
perturbaciones aleatorias del sistema. Flores et al. [18]
presentan un controlador predictivo basado en modelos (MPC)
con optimización difusa, para una planta solar. El controlador 
propuesto se basa en una caracterización difusa de los objetivos 
y de las restricciones, dentro de un esquema de optimización 
difusa que permite satisfacer multi-objetivos.

En los últimos años se ha desarrollado con fuerza el MPC 
difuso basado en modelos de T&S para sistemas no lineales 
complejos. Se ha demostrado que los modelos de T&S pueden 
aproximar con buena precisión, cualquier sistema no lineal. La 
linealidad local de los modelos de T&S simplifica de gran 
manera el análisis de estabilidad y diseño del controlador para 
sistema no lineales complejos [19].

Aunque en la literatura existen muchas estrategias de control 
de plantas solares, no se ha encontrado el desarrollo de control 
predictivo difuso, que utilice un modelo de T&S para describir 
la planta solar. Este trabajo presenta el diseño y evaluación de 
una estrategia MPC difusa para una planta de colectores solares
considerando una modelación difusa de T&S. Para poder 
comparar la estrategia del control predictivo difuso, se diseña
un control predictivo basado en un modelo ARX (Auto-
Regressive model with eXogenous variable) para la planta 
solar. También se comparan los resultados con un controlador 

PI clásico de la planta, dado en Camacho et al. [3].
La estructura de este trabajo incluye en la sección II una 

descripción de la planta solar considerada y el simulador con el 
que se desarrolla este trabajo. En la sección III se describe el 
método de identificación difusa utilizado. En la sección IV se 
muestra la aplicación realizada a la planta solar. En la sección V 
se presentan los aspectos prácticos para la implementación del 
controlador MPC. Finalmente, se presentan las conclusiones.

Figura 1.  Esquema planta de colectores solares distribuidos Acurex.

II.  SIMULADOR DE PLANTA DE COLECTORES SOLARES 
DISTRIBUIDOS

A.  Descripción de la planta DSC
El sistema considerado para el diseño y evaluación del 

control predictivo difuso, es la planta colectores solares 
distribuidos Acurex, ubicada en Almería, España. Esta planta 
utiliza como fluido (HTF) aceite y dada su característica 
dinámica no lineal, ha sido usada para muchas aplicaciones de 
algoritmos de control modernos [3].

El campo consiste de 480 colectores solares distribuidos, 
arreglados  en 20 filas, los cuales forman 10 lazos paralelos. 
Cada lazo tiene un largo de 172m y la superficie total de 
apertura es de 2672m2. Una bomba saca el aceite frío del 
estanque de almacenamiento, desde su parte inferior y lo lleva a 
los colectores solares. Éste, a medida que circula por los 
colectores, se calienta y es inyectado nuevamente al estanque, 
en su parte superior, donde se ubica el aceite caliente. Esto 
provoca que la temperatura del aceite suba sobre 110°C. La 
planta está habilitada para entregar un peak de potencia térmica 
de 1.2MW. Un esquema de esta planta se aprecia en la Fig. 1, 
donde Toil corresponde a la temperatura de salida del aceite del 
campo de colectores y Tin corresponde a la temperatura de 
entrada del aceite al campo de colectores. El objetivo de control 
en este caso es mantener el valor Toil , en un valor determinado 
por la temperatura de referencia Toilr. 

B.  Simulador de la planta DSC.
Para probar las características del controlador predictivo

difuso, se utilizó el simulador de la planta de colectores solares 
distribuidos desarrollado en la Universidad de Sevilla para la 
planta solar Acurex [20]. La planta solar se representa por 
medio de un conjunto de ecuaciones no lineales de parámetros 
distribuidos, obtenidos por medio de un balance de masa y 
energía, que representan la dinámica del proceso. Bajo ciertas 
condiciones [20], la temperatura en el campo está dada por:
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donde los subíndices m y f corresponden al metal y al fluido, 
respectivamente. Además t es tiempo, x posición, densidad 
del aceite, c calor específico del aceite, A sección transversal de 
la tubería, T temperatura de salida del aceite, I radiación solar, 

o eficiencia óptica, D ancho del espejo, hL coeficiente total de 
pérdidas térmicas, G diámetro exterior de la tubería, Ta
temperatura ambiente, L diámetro interno de la tubería, hT 

coeficiente de transferencia fluido-metal,V razón de flujo 
volumétrico del aceite. La Fig. 2, muestra un esquema del 
simulador. El controlador prealimentado tiene como objetivo  
disminuir el efecto de las perturbaciones medibles, tales  como 
las variaciones de la radiación solar (Irr) y la temperatura de
entrada del aceite al campo de colectores (Tin). Además, uoil es 
el flujo de aceite de los colectores, cuya razón de flujo 
volumétrico sería el término V de la ecuación (1), además de 
ser la variable manipulada. La variable controlada es la 
temperatura de aceite oilT que corresponde a fT en el último 
segmento del tubo que contiene el fluido.

Figura 2. Simulador de la planta solar con bloque de pre-alimentación.

III.  DISEÑO DE UN CONTROLADOR PREDICTIVO DIFUSO

Todas las plantas de generación eléctrica son procesos multi-
variables que deben ser controlados, y una de las estrategias que 
han sido estudiadas y se siguen desarrollando es MPC. Este 
interés se basa en el hecho de que los procesos actuales 
necesitan ser operados bajo especificaciones de funcionamiento 
cada vez más estrictas y al mismo tiempo cada vez se necesita 
satisfacer más restricciones, por ejemplo de tipo ambiental y 
consideraciones de seguridad [21].

El MPC se refiere a una clase de algoritmos de control que se 
basan principalmente en tres conceptos: 1) el uso de un modelo 
de predicción, 2) optimización de una función objetivo, y 3) el 
principio de horizonte deslizante, en donde en cada instante de 
muestreo se calcula una secuencia de control pero solo se aplica 
la primera componente u(k) [22] (ver Fig. 3). En este trabajo se 
utiliza un modelo difuso Takagi & Sugeno (T&S) de la planta 
solar para las predicciones, y la función objetivo considera el 
error de seguimiento y energía de control. A continuación se 
explica el procedimiento de identificación difusa para la 
obtención del modelo, y luego el diseño del controlador MPC 
difuso propuesto.

Figura 3. Horizonte deslizante MPC.

A.  Identificación difusa
La identificación de sistemas no lineales se puede realizar 

exitosamente por medio de modelos difusos. En este caso se 
realiza la identificación, ocupando modelos difusos de T&S, 
que están basados en reglas con premisas difusas, y las 
consecuencias son modelos lineales para diferentes puntos de 
operación [23]. La descomposición del sistema no lineal en 
conjuntos de modelos lineales locales, se realiza por medio del 
clustering difuso. El diagrama de la Fig. 4 muestra las etapas 
que se realizan para la identificación de un modelo difuso de 
T&S.

Figura 4.  Procedimiento de identificación difusa.

Al inicio de la identificación, se obtienen los datos y se 
dividen en tres conjuntos: entrenamiento, validación y test. 
Utilizando el primer conjunto se escoge una estructura inicial 
del modelo difuso de T&S que tiene la forma [23]:

&( ) ( ( 1), ( ), ( 1) ( ))T S a d b dy k f y k y k n u k n u k n n     (2)

donde y(k) corresponde a la salida del sistema, u(k) es la 
entrada, na y nb están asociados al orden del modelo y nd es 
retardo. En este modelo, la regla i se define como:

Irr Tin Tamb

ToiluoilTr Planta 
DSC

Controlador
Prealimentado

Obtención de datos

Selección de la estructura inicial

Clustering difuso

Optimización número de cluster

Obtención modelo T&S

Simplificación modelo inicial

Validación del modelo

Modelo final
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donde i
jA es el conjunto difuso de la regla i y del regresor j, i

jg
son los parámetros de las consecuencias, iy es la salida de la 
regla i. Finalmente, la salida del sistema y(k) viene dada por:

1

1

( )
M

i i
i

M

i
i

y k
y (4)

donde i corresponde al grado de activación de la regla i y M
es el número de reglas del modelo difuso. Para realizar el 
clustering difuso, en este trabajo se ocupa el algoritmo de 
Gustafson & Kessel [24]. Este emplea una norma de la 
distancia adaptiva cuyos parámetros, al ser variables de 
optimización, logran ajustarse de mejor forma a la geometría de 
datos. Para determinar el número de clusters óptimo, se evalúa 
el modelo obtenido, según un índice que penalice tanto el error
de predicción como el número de parámetros del modelo, y se 
varía el número de clusters en un rango determinado. El modelo 
que obtenga menor índice determinará el número de clusters
[25]. Luego, se realiza la simplificación del modelo, 
determinando los autoregresores más significativos. Para ello se
calcula la sensibilidad de cada autoregresor con respecto la 
salida del modelo [25]. El modelo obtenido, se evalúa en los 
conjuntos de entrenamiento, validación y test. Obteniéndose un 
modelo final de T&S de la forma dada en (2).

B.  Control predictivo difuso
Dependiendo del algoritmo utilizado para MPC, existen 

diferentes funciones de costo para obtener la ley de control, 
pero el objetivo general es que la salida futura pueda seguir una 
determinada referencia en un horizonte considerado, y que el 
esfuerzo de control necesario para llevar a cabo esta acción sea 
penalizada [26]. Por lo tanto, la función de costo generalizada 
de la forma:

2

1

2 2

1

ˆ( )[ ( ) ( )] ( )[ ( 1)] (5)
uNN

j N j

J j y k j r k j j u k j

donde ˆ( )y k j es la predicción de la salida en el instante k j
obtenida con el modelo y datos conocidos hasta el instante k,

( )r k j es la referencia en k j , la variación de la acción de 
control es ( ) ( ) ( 1)u k j u k j u k j , N1 y N2

determinan el horizonte de predicción, uN es el horizonte de 
control, j) y son secuencias de pesos que penalizan los 
errores de seguimiento y el esfuerzo de control. El horizonte de 
predicción y las secuencias de pesos son parámetros de 
sintonización del controlador. Si el modelo que representa el 
sistema no lineal, corresponde a un modelo difuso, entonces se
denomina controlador predictivo difuso (MPC difuso).

Dado que el controlador MPC difuso resuelve en cada 
instante el problema de optimización de la función objetivo (5) 

considerando el modelo difuso (2), es posible agregar no solo 
restricciones técnicas, sino también económicas. La diversidad 
de procesos en donde se ha aplicado este tipo de estrategia de 
control y los beneficios reportados, motivan en este trabajo el 
evaluar los beneficios en el caso de las plantas colectores 
solares distribuidos.

IV.  APLICACIÓN AL CONTROL DE UNA PLANTA DSC

A.  Modelo de T&S
Para diseñar la estrategia de control predictivo de la planta 

solar, primero es necesario derivar el modelo difuso. Según el 
procedimiento de identificación difusa, descrito en III.A., 
utilizando el simulador de la planta [3], en primer lugar se 
obtuvo un conjunto de datos con un tiempo de muestreo de 39 
segundos, donde la variable de entrada es la temperatura de 
referencia ( ) ( )ru k T k y la variable de salida es la temperatura 
de salida del aceite del campo de colectores ( ) ( )oily k T k . Los 
datos obtenidos se dividieron en tres conjuntos: entrenamiento, 
validación y test. Con los dos primeros se obtuvo un modelo 
difuso de T&S de la forma especificada en (2) para la planta 
solar. Dada las características del sistema, se consideró 
suficiente utilizar los parámetros na=nb=10, y nd=0 para 
construir el modelo inicial de T&S. Así el modelo tiene la 
siguiente estructura inicial:

&( ) ( ( 1),..., ( 10), ( 1),..., ( 10))oil T S oil oil r rT k f T k T k T k T k (6)

donde la función &T Sf está dada por la estructura del modelo 
difuso. Siguiendo el procedimiento de identificación, se realizó 
la optimización del número de cluster y la optimización del 
número de parámetros. Para determinar el número de cluster 
óptimo, se calculó el error RMS (Root Mean Square) del 
modelo inicial y se varió el número de clusters de 2 hasta 20. Se 
obtiene que el número de clusters óptimo es 3. Luego, se 
optimizó su estructura. Para ello, se calculó la sensibilidad de 
cada autoregresor con respecto a la salida del modelo difuso
usando el método propuesto en [25]. Con esta información se 
obtuvo un modelo de T&S con 3 reglas (3 clusters) para la 
planta solar, de la forma dada por:

1 2 3
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T k g g T k g T k g T k

g T k g T k g T k

g T k g T k g T k

g T k g T k g T k i

     (7)

donde las funciones de pertenencia son Gaussianas, dadas por 
el clustering difuso. 

La Fig. 5 muestra la predicción a 10 pasos, realizada con el 
modelo T&S, de la temperatura de salida del aceite de la planta 
solar ( ) ( )oily k T k comparada con su valor real. Se muestra 
además, un acercamiento del día 1.
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(a)

(b)
Figura 5. Predicción a 10 pasos con modelo T&S de temperatura de salida del 
aceite. (a) Señal completa. (b) Acercamiento.

Para comparar el modelo difuso se obtuvo el siguiente 
modelo lineal ARX de la planta: 

( ) 0,00647 ( 1) 0.0039 ( 2) 0.00213 ( 3)
-0.0003 ( 4) 4.9e-05 ( 5) 0.00023 ( 6) (8)
0.00043 ( 7) 5.4e-05 ( 8) 0.0006 ( 9)
2.33 ( 1) 1.86 ( 2) 0.52 ( 3) 0.02

oil oil oil oil

oil oil oil

oil oil oil

r r r

T k T k T k T k
T k T k T k
T k T k T k

T k T k T k 41 ( )e k
Se calcularon los errores RMS para ambos modelos los que 

se entregan en las Tablas I y II. De las tablas se aprecia que el 
modelo de T&S tiene en general, menores valores de errores
que el modelo ARX, aunque las diferencias no sean 
significativas. En particular los errores obtenidos en la 
predicción a 10 pasos, hacen que el modelo de T&S sea 
adecuado para el diseño de un controlador predictivo.

TABLA I. ÍNDICES DE ERROR RMS DE PREDICCIÓN A UN PASO.
                            Modelo  

Conjunto de datos

ARX 1 paso
[°C]

T&S 1paso
[°C]

Identificación 1.0374 1.0354
Validación 0.7305 0.7313
Test 0.8777 0.7510

TABLA II. ÍNDICES DE ERROR RMS DE PREDICCIÓN A 10 PASOS.
                       Modelo

Conjunto de datos

ARX 10 pasos
[°C]

T&S 10 pasos
[°C]

Identificación 12.1035 11.9842
Validación 11.0674 10.7587
Test 11.8731 10.7761

B.  Control predictivo difuso
Se diseñaron dos MPC para la planta solar, el primero 

utilizando el modelo difuso de T&S y un segundo controlador 
utilizando el modelo ARX. La configuración propuesta para 

estos controladores se muestra en la Fig. 6.

Figura 6. Diagrama de lazo cerrado del MPC.

La función objetivo utilizada para el control predictivo
aplicado a la planta solar está dada por:

2

1

2 2

1

ˆ ( ) , ( 1
u

y u

NN

y oil oilr u oil
J N j

J J J

J T k j T J u k j
  (9)

la cual tiene la misma forma que en (5), con ( ) 1j y
( )j , y los horizontes de predicción y control dados por 

1 1N y 2 10uN N . En este caso, por la función objetivo 
usada, se mantendrá la temperatura de salida del aceite oilT lo 
más parecida a la referencia oil rT , con la menor variación del
flujo de aceite oilu . De esta forma yJ corresponde al término de 
regulación de la temperatura de salida del aceite, uJ

representa la optimización del esfuerzo de control, ˆ ( )oilT k j
es la predicción a j-pasos de la temperatura de salida del 
aceite, y ( 1)oilu k j es el esfuerzo de control futuro.

A partir de los resultados obtenidos durante todo el tiempo 
de simulación simT , se ocupan como estadísticas de desempeño 
el error de regulación y la energía total de control: 

2

1

1 ( ( ) ( ))
simT

Toil oil oilr
ksim

J T k T k
T

(10)

2

1

1 ( )
simT

uoil oil
ksim

J u k
T

(11)

En las Tablas III y IV se muestran los resultados por 
simulación, ocupando distintos parámetros de sintonización 
dentro de un rango de valores que entregaban el mejor 
desempeño. La Fig. 7a muestra la salida del controlador MPC 
ARX y la Fig. 7b lo hace para el controlador MPC difuso. 
Comparando los valores obtenidos para ToilJ y uoilJ , se 
aprecia  que los del modelo ARX son mucho mayores, lo que 
significa que el costo de control del MPC ARX es mayor.

TABLA III. DESEMPEÑO CONTROLADOR MPC ARX.

Lambda ToilJ uoilJ

0.2 13.013 1.983x10-7

0.26 10.465 1.974x10-7

0.3 8.778 1.975x10-7

0.35 9.508 1.979x10-7

Toilr

Irr Tin Tamb

ToiluoilTr Planta 
DSCControlador 

Prealimentado
Controlador
Predictivo
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TABLA IV. DESEMPEÑO CONTROLADOR MPC DIFUSO.

Lambda ToilJ uoilJ

36 3.083 1.838x10-7

44 2.496 1.837x10-7

48 2.374 1.838x10-7

56 3.426 1.865x10-7

(a)

(b)
Figura 7. (a) Temperatura de salida del aceite MPC ARX, (b) Temperatura de 
salida del aceite MPC difuso, para diferentes valores de .

apropiado para cada controlador, considerando los valores de 
ToilJ y uoilJ . Para el

controlador T&S , los que aparecen en negrita en las 
tablas correspondientes. Con los controladores ya sintonizados 

, éstos se compararon entre sí, además de 
compararlos con los resultados de una configuración de control 
tradicional con un controlador PI, implementado por Camacho 
et al. [3]. La Fig. 8 muestra el comportamiento de la variable 
controlada oilT , cuando la referencia varía con un escalón de 
subida (Fig. 8a), y cuando la referencia cambia con un escalón 
de bajada (Fig. 8b). La temperatura de entrada del aceite al 
campo de colectores solares, la temperatura ambiente y la
radiación solar del día correspondiente, varían de la forma 
presentada en las Figuras 9 y 10.

A partir de estos resultados, se calcularon diferentes índices 
para los tres controladores, de forma de evaluarlos y 
compararlos. Las tablas V y VI, entrega los valores de 
sobrepaso Mp, tiempo de elevación Te y tiempo de 
estabilización Ts.

De los valores de Ts  y Te se aprecia que el controlador T&S 
es más rápido que los otros dos controladores. Sin embargo, el 
sobrepaso es mayor para el controlador T&S.

(a)

(b)
Figura 8. Comparación controladores- (a) Caso escalón de subida en la 
referencia. (b) Caso escalón de bajada en la referencia

Figura 9.Temperatura de entrada del aceite Tin y Temperatura ambiente Tamb.

Figura 10. Radiación solar.

TABLA V. ÍNDICES DE EVALUACIÓN DE CONTROLADORES 
ESCALÓN DE SUBIDA EN LA REFERENCIA.

PI MPC ARX MPC T&S
Mp % 0.001 0.143 1.369
Te(min) 87.977 43.110 0.519
Ts (min) 40.300 61.100 30.550

TABLA VI. ÍNDICES DE EVALUACIÓN DE CONTROLADORES. 
ESCALÓN DE BAJADA EN LA REFERENCIA

PI MPC ARX MPC T&S
Mp % 4.859 4.594 4.957
Te (min) 2.896 7.653 0.927
Ts (min) 66.300 58.500 48.750
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V.  ASPECTOS PRÁCTICOS

En la implementación del control predictivo difuso 
propuesto en la planta DSC, se consideraron diversos aspectos 
prácticos asociados a las etapas de diseño y sintonización de la 
estrategia de control presentadas en las secciones IV. A 
(Identificación del modelo difuso) y IV. B (Diseño del 
controlador MPC) de este trabajo.

La primera etapa: identificación del modelo difuso que va a 
ser utilizado como modelo de predicción en la estrategia de 
control (sección IV. A),  juega un rol fundamental en el 
desempeño de la planta en lazo cerrado [27]. Con el fin de 
obtener un modelo que represente adecuadamente el 
comportamiento dinámico de la planta, se debió hacer un 
correcto diseño de experimentos, ya que esto permitió obtener 
información suficiente de la dinámica del proceso, información 
de gran relevancia en la selección de la estructura del modelo 
de predicción. El diseño de experimentos, la selección de la 
estructura, y la identificación de los parámetros del modelo a 
partir de los datos recopilados fue la etapa que más tiempo 
tomó en la implementación de la estrategia de control, llegando 
a sobrepasar el 50% del tiempo que tardó tal implementación. 
Este resultado está de acuerdo a lo reportado en [28]. Cabe 
resaltar que el diseño de experimentos debe garantizar la 
obtención de la mayor cantidad de información del proceso, por 
tanto, se debe asegurar que el sistema pase por diferentes 
puntos de operación, y que al menos en una oportunidad 
alcance un estado estacionario. Esto afecta directamente el 
diseño de las entradas que serán aplicadas en el proceso real, ya 
que se tiene que tener en cuenta el funcionamiento de 
actuadores, la disponibilidad de sensores, y las restricciones de 
seguridad. De acuerdo con lo reportado en [28], además de los 
factores ya mencionados se deben tener en cuenta en el proceso 
de identificación los siguientes aspectos:  
- Fragmentación de datos: determina la sección de datos que 

es incluida o excluida en la identificación.
- Pre procesamiento de datos: incluye opciones tales como la 

eliminación de peaks, corrección de offset, prefiltrado,
eliminación de tendencias, desplazamientos de datos en base 
a retardos conocidos, etc.

- Selección de entradas y salidas: las entradas incluyen tanto a 
las variables manipuladas como las variables controladas.

- Estructura del modelo: esto incluye decisiones como el tipo 
de modelo y el orden del modelo.

- No-linealidades: verificar si las no-linealidades justifican un 
modelado adicional.
La segunda etapa: diseño del controlador  MPC (Sección

IV. B), involucra la selección y formulación de los objetivos de 
control, mediante una función objetivo, la sintonía de factores 
de ponderación, si así lo requiere la función objetivo, y la 
determinación de los horizontes de predicción y control. La 
correcta identificación del modelo sumado a la adecuada 
selección de los objetivos de control, de los factores de 
ponderación y de los horizontes de control y de predicción 
permitió el éxito en la implementación de la estrategia de 
control predictivo difuso en la planta DSC, ya que el 
optimizador en su conjunto, debe contar con información 
suficiente del comportamiento dinámico de la planta DSC para 
resolver el problema de optimización asociado a la 
implementación del MPC  [29].

Con respecto a la selección y sintonización de la función 
objetivo, se utilizan criterios de regulación, seguimiento y 
robustez. En el caso del algoritmo de optimización para el MPC 
difuso, éste requiere manejar optimización no convexa, debido 
a que el modelo difuso es no-lineal. Avances en el desarrollo de 
algoritmos rápidos para optimización no lineal son promisorios 
y han sido reportados por ejemplo en [30], [31].

Para asegurar un comportamiento adecuado de una 
aplicación de MPC y mantener sus beneficios en el tiempo, es 
necesario realizar un mantenimiento y evaluación con pruebas 
en planta, con el fin de decidir si el modelo (o parte de él) 
deben ser actualizados cuando el comportamiento del sistema 
se deteriora, debido a cambios en el proceso [28]. En particular, 
la identificación difusa propuesta en este trabajo, requiere la 
adquisición de datos experimentales de la planta DSC, con un
tiempo adecuado de muestreo y un filtrado de las señales 
adquiridas. El optimizador del MPC difuso propuesto trabaja 
con tiempo de muestreo de 39 segundos, lo cual es 
implementable en el PLC de la planta Acurex. Para realizar la 
optimización, se utilizó la función fmincon de Matlab ®, con  
algoritmo de solución SQP (Sequential Quadratic 
Programming). Se destaca que el simulador de la planta 
empleado en este trabajo, ha sido utilizado para el desarrollo de 
diversas estrategias de control, las que han sido validadas en la 
plataforma experimental Acurex, como se presenta 
recientemente en [17] y [32]. 

VI.  CONCLUSIONES

En este trabajo se propone el diseño de una estrategia 
predictiva difusa para plantas de colectores solares distribuidos.

Para el diseño de las estrategias de control predictivo se 
analizaron diferentes enfoques de modelación. De este análisis, 
se observa que el modelo difuso permite predecir a 7 minutos 
(10 pasos) el comportamiento de la temperatura del campo de 
colectores solares, con un error del 10.7%, mejorando el 
desempeño con respecto a una modelación lineal (modelo 
ARX). Por lo tanto, los resultados muestran que el uso de un 
modelo difuso de T&S es muy adecuado para representar las no 
lineales que caracterizan a las plantas solares.

En cuanto al diseño de la estrategia de control predictivo, se 
implementaron dos enfoques para la planta solar, el controlador 
MPC difuso y un controlador MPC ARX. Con respecto al 
análisis comparativo de las estrategias de control propuestas, se 
aprecia que la función de seguimiento es un 73% mejor para el 
MPC difuso, comparado con el caso MPC lineal (ver función de 
costo de control según T
respectivamente). A su vez, se observa un 7% de  disminución 
en el esfuerzo de control con el controlador MPC difuso. Por lo 
tanto, la evaluación de las funciones de costo tanto de error de 
seguimiento, como de la función de costos de control presentan
valores que hacen muy conveniente el uso de MPC con 
modelos T&S para planta solares. 

Actualmente, está en desarrollo un simulador de una planta 
ciclo combinado con colectores solares distribuidos integrados 
(ISCC), y se espera extender esta estrategia MPC basado en 
modelos difuso a la planta ISCC, ya que, ha demostrado ser 
efectiva en la planta DSC.
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